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回顾：我们在哪些地方用过导数？

Lecture 1：Newton方法
用局部线性近似代替原来的非线性方程：

𝑓(𝑥 + ℎ) ≈ 𝑓(𝑥) + 𝑓 ′(𝑥)ℎ.

得到迭代 𝑥+ = 𝑥 − 𝑓(𝑥)/𝑓 ′(𝑥)。

Lecture 4：最小二乘
对 𝐹 ∶ ℝ𝑛 → ℝ，沿方向 ℎ的一阶变化：

𝐹(𝑥 + ℎ) = 𝐹(𝑥) + ⟨∇𝐹(𝑥), ℎ⟩ + 𝑜(‖ℎ‖).

当时得到 ∇ ‖𝐴𝑥 − 𝑏‖2
2 = 2𝐴⊤(𝐴𝑥 − 𝑏)。

Lectures 6–9：线性迭代、幂迭代与 QR迭代让我们看到：算法也由一连串矩阵运算组成。

本讲的问题：知道导数是什么，还不等于知道如何高效计算导数。如果一个函数由许多计
算步骤组成，能否直接沿这些步骤求导？
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函数由程序计算：怎样高效求导？

设一个程序通过一系列基本运算计算 𝐹 ∶ ℝ𝑛 → ℝ：
𝑥 ⟶ 线性变换 ⟶ 非线性变换 ⟶ 𝐹(𝑥).

假设计算一次 𝐹(𝑥)的成本可以接受，那么求出全部 𝑛个偏导数，是否还要重复运行程序 𝑛次？

朴素办法
逐个坐标求导，或一次扰动一个坐标，用
函数值之差估计偏导数（有限差分）。
当 𝑛很大时，代价可能很高。

算法办法
利用各步运算的依赖关系，复用中间结果，
逐步传递局部导数。
链式法则可以成为算法。

本讲路线：局部线性化→链式法则→计算图→两种求导算法→最小二乘与代价分析。
贯穿的问题：能否复用一次计算中得到的中间结果，而不必对每个输入变量都从头求导？
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多元微分：用线性映射描述局部变化

对 𝑓 ∶ ℝ𝑛 → ℝ𝑚，若在 𝑥处可微，就存在一个线性映射 𝐽𝑓(𝑥) ∶ ℝ𝑛 → ℝ𝑚，使

𝑓(𝑥 + ℎ) = 𝑓(𝑥) + 𝐽𝑓(𝑥)ℎ + 𝑜(‖ℎ‖2).

Jacobian矩阵是该线性映射在标准基下的表示：

𝐽𝑓(𝑥) = ⎛⎜⎜
⎝

𝜕𝑓1
𝜕𝑥1

⋯ 𝜕𝑓1
𝜕𝑥𝑛

⋮ ⋮
𝜕𝑓𝑚
𝜕𝑥1

⋯ 𝜕𝑓𝑚
𝜕𝑥𝑛

⎞⎟⎟
⎠

∈ ℝ𝑚×𝑛.

维度要牢记：ℎ ∈ ℝ𝑛 是输入扰动，𝐽𝑓(𝑥)ℎ ∈ ℝ𝑚 是对应的一阶输出扰动。
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标量输出：Jacobian与梯度是什么关系？

若 𝐹 ∶ ℝ𝑛 → ℝ可微，Lecture 4的定义是
𝐹(𝑥 + ℎ) = 𝐹(𝑥) + ⟨∇𝐹(𝑥), ℎ⟩ + 𝑜(‖ℎ‖2).

因此在标准欧氏内积下
𝐽𝐹 (𝑥)⏟

1×𝑛
= ∇𝐹(𝑥)⊤⏟

1×𝑛
, ∇𝐹(𝑥) = 𝐽𝐹 (𝑥)⊤.

梯度：一个列向量
∇𝐹(𝑥) ∈ ℝ𝑛

与方向向量取内积，得到方向导数。

Jacobian：一个行矩阵
𝐽𝐹 (𝑥) ∈ ℝ1×𝑛

将输入方向映射为输出变化量。
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先算一个 Jacobian：每一列代表什么？
取一个具体的向量值函数：

𝑔(𝑎, 𝑏, 𝑐) = (𝑢
𝑣) = ( 𝑎𝑏

𝑎𝑏 + 𝑐) ∶ ℝ3 → ℝ2.

它的 Jacobian是
𝐽𝑔(𝑎, 𝑏, 𝑐) = (𝑏 𝑎 0

𝑏 𝑎 1) .

在 (𝑎, 𝑏, 𝑐) = (2, 3, 1)，沿第一个坐标方向 𝑒1 的一阶变化率为

𝐽𝑔(2, 3, 1)⏟⏟⏟⏟⏟
2×3

⎛⎜
⎝

1
0
0
⎞⎟
⎠⏟

𝑒1

= (3
3) .

30秒检查：沿 𝑐的坐标正方向，𝑔的方向导数是多少？下一步：如果再对 𝑔的输出施加一
个函数，导数该怎么算？
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多元链式法则：按顺序相乘

设 𝑔 ∶ ℝ𝑛 → ℝ𝑝 与 𝑓 ∶ ℝ𝑝 → ℝ𝑚 可微，𝐹 = 𝑓 ∘ 𝑔。

ℝ𝑛 𝑔
−→ ℝ𝑝 𝑓

−→ ℝ𝑚.

两次局部线性化给出
𝐽𝐹 (𝑥) = 𝐽𝑓(𝑔(𝑥)) 𝐽𝑔(𝑥).

维度检查：
𝑚 × 𝑛⏟

𝐽𝐹

= (𝑚 × 𝑝)⏟
𝐽𝑓

(𝑝 × 𝑛)⏟
𝐽𝑔

.
顺序不能反。
输入扰动先经过 𝐽𝑔，再经过 𝐽𝑓。

先判断：若 𝑛 = 1000, 𝑝 = 20, 𝑚 = 1，三个 Jacobian各有多少行、多少列？

计算方法・Computational Methods | Lecture 10 8/42



把表达式画成计算图（Computational Graph）

现在将前面 𝑢 = 𝑎𝑏, 𝑣 = 𝑎𝑏 + 𝑐的例子接上一个平方操作：
𝐹(𝑎, 𝑏, 𝑐) = (𝑎𝑏 + 𝑐)2, 𝑢 = 𝑎𝑏, 𝑣 = 𝑢 + 𝑐, 𝐹 = 𝑣2.

𝑎

𝑏
𝑢 = 𝑎𝑏

𝑐

𝑣 = 𝑢 + 𝑐 𝐹 = 𝑣2

计算图：每个结点执行一个简单操作；箭头表示数据依赖。共有子表达式只需要计算一次。
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计算图第一步：按顺序求出数值

给定 𝑎 = 2, 𝑏 = 3, 𝑐 = 1：
𝑢 = 𝑎𝑏 = 6,
𝑣 = 𝑢 + 𝑐 = 7,

𝐹 = 𝑣2 = 49.

观察：计算 𝐹 的过程中已经得到了 𝑢和 𝑣。
问题：求导时能否直接利用这两个中间结果，而不用从头展开表达式？

先有输入，才能算出依赖它的结点：𝑢 → 𝑣 → 𝐹。
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局部求导规则：先从最简单的操作开始

既然程序由基本运算组成，我们就先研究每种运算如何传递输入的一阶变化。记 d𝑥为输入的
一阶变化，d𝑦为输出的一阶变化。
操作 函数求值 一阶变化（给定输入扰动）
线性映射 𝑦 = 𝐴𝑥 d𝑦 = 𝐴d𝑥
标量加法 𝑦 = 𝑥1 + 𝑥2 d𝑦 = d𝑥1 + d𝑥2

标量乘法 𝑦 = 𝑥1𝑥2 d𝑦 = 𝑥2d𝑥1 + 𝑥1d𝑥2

单变量函数 𝑦 = 𝜙(𝑥) d𝑦 = 𝜙′(𝑥)d𝑥

这些规则都来自熟悉的微积分：线性映射、乘积法则、链式法则。
我们先研究如何沿程序向前传播给定扰动，再研究如何把最终目标对中间结果的敏感度反
向传播。
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前向模式：沿指定方向传递变化率

沿给定方向 𝑝考虑参数曲线 𝑥(𝑡) = 𝑥 + 𝑡𝑝，于是 ̇𝑥 = 𝑝。上一页的一阶变化，就成为沿这条曲线
的变化率。

̇𝑦 def= d
d𝑡𝑓(𝑥(𝑡))∣

𝑡=0
= 𝐽𝑓(𝑥)𝑝.

这叫做Jacobian–vector product（JVP）。
输入：当前位置 𝑥，一个方向 𝑝。
输出：𝑓 沿该方向的变化率（方向导数）
𝐽𝑓(𝑥)𝑝。

不需要：
把整个𝑚 × 𝑛的 Jacobian显式写出来。

如果 𝑝 = 𝑒𝑖 是第 𝑖个坐标方向，那么 𝐽𝑓(𝑥)𝑒𝑖 就是 Jacobian的第 𝑖列。
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前向传播：同时计算数值和方向导数

对图中的三个操作，应用乘法法则和链式法则：
𝑢 = 𝑎𝑏 𝑢̇ = 𝑏 ̇𝑎 + 𝑎 ̇𝑏,
𝑣 = 𝑢 + 𝑐 ̇𝑣 = 𝑢̇ + ̇𝑐,

𝐹 = 𝑣2 ̇𝐹 = 2𝑣 ̇𝑣.

前向模式的算法：
按计算图的拓扑顺序，依次求每个结点的数值和一阶变化量。

局部求导规则 +一次前向扫描。
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一次前向扫描：偏导数与方向导数

仍取 (𝑎, 𝑏, 𝑐) = (2, 3, 1)，选择方向 ( ̇𝑎, ̇𝑏, ̇𝑐) = (1, 0, 0)。
(𝑢, 𝑢̇) = (6, 3),
(𝑣, ̇𝑣) = (7, 3),
(𝐹 , ̇𝐹 ) = (49, 42).

因此
𝜕𝐹
𝜕𝑎 (2, 3, 1) = 42.

45秒检查：改选非坐标方向 ( ̇𝑎, ̇𝑏, ̇𝑐) = (1, 1, −1)。沿这个方向，𝑢̇, ̇𝑣, ̇𝐹 分别是多少？
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前向模式适合解决哪些求导问题？

先核对：方向 (1, 1, −1)给出 𝑢̇ = 5, ̇𝑣 = 4, ̇𝐹 = 56。
设 𝑓 ∶ ℝ𝑛 → ℝ𝑚，每次前向模式给出一个 𝐽𝑓(𝑥)𝑝。

如果只关心一个输入方向
做一次 JVP即可。
例如：只需分析某个指定扰动的影响。

如果需要完整 Jacobian
令 𝑝 = 𝑒1, … , 𝑒𝑛，
共做 𝑛次 JVP，得到 𝑛列。

如果需要完整 Jacobian，且 𝑛远小于𝑚，前向模式往往合适。可是许多损失函数的输入维数很
高，输出却只有一个标量。

能不能反过来，从这个标量出发只扫描一次？
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反向模式：最终目标对中间量有多敏感？

给定一个标量目标 𝐿，对任意中间变量 𝑧定义其伴随量（adjoint）
̄𝑧 ∶= ∇𝑧𝐿.

当 𝑧是标量时， ̄𝑧 = 𝜕𝐿/𝜕𝑧；当 𝑧 ∈ ℝ𝑝 时， ̄𝑧 ∈ ℝ𝑝。

直观理解： ̄𝑧衡量最终目标 𝐿对中间结果 𝑧的敏感度。
知道输出端的敏感度后，就能沿计算图用链式法则反向传递到各个输入。

在终点 𝐿本身：𝐿̄ = 1。这就是反向传播的初值。
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反向传递的线性代数：Jacobian转置

假设 𝑧 = 𝑓(𝑥)，最终损失为 𝐿(𝑧)。对任意扰动 ℎ，
d𝐿 = ⟨ ̄𝑧,d𝑧⟩ = ⟨ ̄𝑧, 𝐽𝑓(𝑥)ℎ⟩ = ⟨𝐽𝑓(𝑥)⊤ ̄𝑧, ℎ⟩ .

由梯度定义得到
̄𝑥 = 𝐽𝑓(𝑥)⊤ ̄𝑧.

标准的vector–Jacobian product（VJP）写作行向量 ̄𝑧⊤𝐽𝑓(𝑥)；上式是其转置后的列向量表示。

注意维度：𝐽𝑓(𝑥) ∈ ℝ𝑚×𝑛；输入 ̄𝑧 ∈ ℝ𝑚，输出 ̄𝑥 ∈ ℝ𝑛。
整个过程不需要显式构造 𝐽𝑓(𝑥)。
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反向模式：每一步具体怎样传递？

假设某个标量结点的输出为 𝑧，其伴随量 ̄𝑧已经求出。对每个输入，把 ̄𝑧乘以对应的局部导数，
并加到该输入的伴随量中：
基本操作 前向求值 反向贡献（累加到输入）
加法 𝑧 = 𝑥 + 𝑦 ̄𝑥 += ̄𝑧, ̄𝑦 += ̄𝑧
乘法 𝑧 = 𝑥𝑦 ̄𝑥 += 𝑦 ̄𝑧, ̄𝑦 += 𝑥 ̄𝑧
单变量函数 𝑧 = 𝜙(𝑥) ̄𝑥 += 𝜙′(𝑥) ̄𝑧

应用于 𝑢 = 𝑎𝑏, 𝑣 = 𝑢 + 𝑐, 𝐹 = 𝑣2：伴随量先置零，从 ̄𝐹 = 1出发，按逆求值顺序计算
̄𝑣 = 2𝑣, (𝑢̄, ̄𝑐) = ( ̄𝑣, ̄𝑣), ( ̄𝑎, 𝑏̄) = (𝑏𝑢̄, 𝑎𝑢̄).

+=表示“加到已有结果上”；遇到计算图分叉时尤其重要，稍后再看一个例子。
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例子：一次反向扫描得到全部梯度

在 (𝑎, 𝑏, 𝑐) = (2, 3, 1)，前向已经求出 𝑢 = 6, 𝑣 = 7, 𝐹 = 49。
̄𝐹 = 1, ̄𝑣 = 2𝑣 ̄𝐹 = 14,

𝑢̄ = 14, ̄𝑐 = 14,
̄𝑎 = 𝑏𝑢̄ = 42, 𝑏̄ = 𝑎𝑢̄ = 28.

∇𝐹(2, 3, 1) = ⎛⎜
⎝

42
28
14

⎞⎟
⎠

.

复核：由第 7页的 Jacobian可得 ∇𝐹 = 2(𝑎𝑏 + 𝑐)(𝑏, 𝑎, 1)⊤。

比较：沿 𝑎方向前向传播得到 42；反向传播一次得到 (42, 28, 14)。两种算法使用相同的计
算图，区别只是传播的信息和方向。
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计算图有分叉：梯度要相加，不是覆盖

看看 𝐹(𝑥) = 𝑥2 + 𝑥，把它写成两个运算：𝑢 = 𝑥2, 𝐹 = 𝑢 + 𝑥。

𝑥
𝑢 = 𝑥2

𝐹 = 𝑢 + 𝑥
贡献 2𝑥

直接贡献 1

̄𝑥 = 2𝑥 𝑢̄ + 1 ⋅ ̄𝐹 = 2𝑥 + 1.

计算图是 DAG，不一定是一条链。某个中间结点可能影响输出的多条路径，反向传播必
须累加来自所有后继结点的贡献。
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反向传播为什么是一种 DAG动态规划？

计算图是有向无环图（DAG）。每个结点的结果既可能被多个后续结点使用，也可能影响最终目
标的多条路径。
1. 前向：按拓扑顺序计算每个结点的数值，复用公共子表达式。
2. 初始化：输出标量 𝐿的伴随量为 𝐿̄ = 1，其余初始化为零。
3. 反向：按逆拓扑顺序，把“局部导数 ×当前伴随量”累加到每个输入的伴随量。
4. 为何正确：轮到某个结点时，所有后继都已处理，其伴随量已经累加了全部后续贡献。

不是神经网络专属：这就是链式法则 +在 DAG上共享中间结果的动态规划。
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课堂练习：你能自己做一次反向传播吗？

令 𝐹(𝑥, 𝑦) = sin(𝑥𝑦) + 𝑥2，写成
𝑢 = 𝑥𝑦, 𝑣 = sin𝑢, 𝑤 = 𝑥2, 𝐹 = 𝑣 + 𝑤.

任务（约 6分钟）：
1. 用约 1分钟画出计算图，标出从 𝑥到 𝐹 的两条路径。
2. 写出前向求值的拓扑顺序。
3. 从 ̄𝐹 = 1出发，逆序写出局部反向传播规则。
4. 在分叉处累加贡献，最后写出 ∇𝐹(𝑥, 𝑦)。

提醒：𝑥同时进入乘法结点和平方结点。反向计算 ̄𝑥时应把两条路径的贡献相加。
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课堂练习：检查两条路径是否正确相加

前向图：𝑢 = 𝑥𝑦, 𝑣 = sin𝑢, 𝑤 = 𝑥2, 𝐹 = 𝑣 + 𝑤。反向：从 ̄𝐹 = 1开始，在每个结点使用局部导
数：

̄𝑣 = 1, 𝑤̄ = 1, 𝑢̄ = ̄𝑣 cos𝑢 = cos(𝑥𝑦),
̄𝑥 = 𝑦𝑢̄⏟
经过𝑢

+ 2𝑥𝑤̄⏟
经过𝑤

, ̄𝑦 = 𝑥𝑢̄.

∇𝐹(𝑥, 𝑦) = (𝑦 cos(𝑥𝑦) + 2𝑥
𝑥 cos(𝑥𝑦) ) .

算法要点：除了按逆拓扑顺序遍历，还要把从同一个结点通往输出的各条路径的贡献累加
起来。
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再看链式法则：为什么有两种求导算法？

若 𝐹 = 𝑓𝑘 ∘ ⋯ ∘ 𝑓1，设各步 Jacobian为 𝐽1, … , 𝐽𝑘，则
𝐽𝐹 = 𝐽𝑘 ⋯ 𝐽2𝐽1. 矩阵相乘可改变结合顺序，但不能交换次序。

前向：给一个输入方向 𝑝
𝐽𝑘(⋯ (𝐽2(𝐽1𝑝)))
沿程序的执行顺序传递JVP。
得到输出沿指定输入方向的一阶变化率。

反向：给定输出端敏感度 𝑤
𝐽⊤

1 (⋯ (𝐽⊤
𝑘 𝑤))

沿逆执行顺序传递VJP。
标量输出取 𝑤 = 1，一次得到输入梯度。

最关键的观点：利用乘法的结合律，逐步乘向量，不必构造完整的中间 Jacobian。给定少
量输入方向时偏向前向；给定少量输出端权重时偏向反向。
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矩阵与向量相乘：前向与反向

设 𝑦 = 𝐴𝑥，其中 𝐴 ∈ ℝ𝑚×𝑛 是固定矩阵。
前向：令 𝑥(𝑡) = 𝑥 + 𝑡𝑝，则 𝑦沿该方向的变化率为

̇𝑦 = 𝐴𝑝.

反向：最终标量目标对 𝑦的梯度为 ̄𝑦，则
̄𝑥 = 𝐴⊤ ̄𝑦.

回顾 Lecture 4：最小二乘中出现的 𝐴⊤，正是这里的反向传递算子。
算法观点：前向计算 𝐴𝑝，反向计算 𝐴⊤ ̄𝑦。即使 𝐴很大且稀疏，也不必形成额外的巨大
Jacobian。
接下来：如果 𝐴也是待求导的参数，它的梯度是什么形状？
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矩阵也是参数时，梯度怎么算？
仍设 𝑦 = 𝐴𝑥，其中 𝐴 ∈ ℝ𝑚×𝑛。最终目标是标量函数 𝐿(𝑦)，记 ̄𝑦 = ∇𝑦𝐿。
先固定 𝑥，只让矩阵 𝐴变化。由于 𝑦𝑖 = ∑𝑗 𝐴𝑖𝑗𝑥𝑗，链式法则给出

𝜕𝐿
𝜕𝐴𝑖𝑗

= ̄𝑦𝑖𝑥𝑗, ∇𝐴𝐿 = ̄𝑦𝑥⊤.

若 𝐴和 𝑥同时变化，联合增量满足
(𝐴 + Δ𝐴)(𝑥 + Δ𝑥) − 𝐴𝑥 = (Δ𝐴)𝑥 + 𝐴Δ𝑥 + (Δ𝐴)(Δ𝑥)⏟⏟⏟⏟⏟

二阶小量
.

忽略二阶项并计算目标的一阶变化：

d𝐿 = ̄𝑦⊤(d𝐴)𝑥 + (𝐴⊤ ̄𝑦)⊤d𝑥, ∇𝑥𝐿 = 𝐴⊤ ̄𝑦.

联系 Lecture 8：∇𝐴𝐿是秩至多为一的外积。矩阵梯度由各元素的偏导数组成；在
Frobenius内积 ⟨𝐵, 𝐶⟩𝐹 = ∑𝑖𝑗 𝐵𝑖𝑗𝐶𝑖𝑗 下，它正好与 d𝐴配对。
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回到最小二乘：用反向传播重新求梯度

固定 𝐴, 𝑏，只对 𝑥求导。Lecture 4用的是平方残差；这里乘上 1/2，仅为省去梯度中的系数 2，
不改变最优解：

𝐹(𝑥) = 1
2 ‖𝐴𝑥 − 𝑏‖2

2 .

写成计算图的两个步骤：
𝑥 𝑟=𝐴𝑥−𝑏−−−−−−→ 𝑟

𝐹= 1
2 𝑟⊤𝑟

−−−−−−→ 𝐹.
反向传播：从 ̄𝐹 = 1开始，

̄𝑟 = 𝑟, ̄𝑥 = 𝐴⊤ ̄𝑟.
所以

∇𝐹(𝑥) = 𝐴⊤(𝐴𝑥 − 𝑏).

回扣 Lecture 4：∇𝐹(𝑥) = 0即 𝐴⊤(𝐴𝑥 − 𝑏) = 0，也就是残差与 𝐴的列空间正交。
接下来：同一个最小二乘目标，为什么不同方向上的梯度大小会相差很多？下一页用
Lecture 8的奇异值来解释。
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奇异值如何影响最小二乘的梯度？

Lecture 4从几何和微积分两方面理解最小二乘；Lecture 8研究矩阵在不同方向上的伸缩。下
面用一个二维例子把它们联系起来。
二维例子：令 0 < 𝜀 < 1，取

𝐴 = (1 0
0 𝜀) , 𝑏 = 0.

因此

𝐹(𝑥) = 1
2 (𝑥2

1 + 𝜀2𝑥2
2), ∇𝐹(𝑥) = ( 𝑥1

𝜀2𝑥2
).

取 𝜀 = 1
4、𝑥 = (1, 1)⊤，则 ∇𝐹(𝑥) = (1, 1

16 )⊤。

𝑥1

𝑥2

𝐹(𝑥) =常数

沿 𝑥2 的变化
更为平缓

留给下一讲：一般地，∇𝐹(𝑥) = (𝐴⊤𝐴)𝑥 − 𝐴⊤𝑏。
梯度算得快，不代表迭代收敛得快。那么，收敛速度取决于什么？
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串联起来：线性映射与逐坐标非线性

考虑一个线性映射后接逐坐标非线性，再计算标量损失：
𝑧 = 𝐴𝑥, 𝑦 = 𝜙(𝑧), 𝐿 = 1

2 ‖𝑦 − 𝑡‖2
2 .

其中 𝜙逐坐标作用且可微，𝑡是给定目标；⊙表示逐坐标相乘。
前向求值：𝑥 → 𝑧 → 𝑦 → 𝐿。
反向传播：从 𝐿̄ = 1出发，

̄𝑦 = 𝑦 − 𝑡, ̄𝑧 = ̄𝑦 ⊙ 𝜙′(𝑧).
因此输入与参数的梯度分别为

∇𝑥𝐿 = 𝐴⊤ ̄𝑧 , ∇𝐴𝐿 = ̄𝑧𝑥⊤ （若 𝐴也要求导）.

为什么能逐层计算？𝜙的 Jacobian是对角矩阵（对角元为 𝜙′(𝑧𝑖)），因此反向作用就是逐坐
标相乘；再接上线性层的反向规则。每一层只需知道自己的局部求导规则。
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自动微分不是数值差分，也不是符号微分

方法 如何工作 主要局限 /特点
有限差分 (𝐹(𝑥 + ℎ𝑒𝑖) − 𝐹(𝑥))/ℎ 有截断与舍入误差；全梯度常需

多次求值
符号微分 把表达式改写成导数表达式 可能产生庞大的中间表达式，需

做复用与化简
自动微分 在原始运算图上用局部导数规则

传播
对所执行的可微基本操作应用链
式法则

“自动”的意思：系统沿程序的运算步骤应用局部导数规则，无需人工展开整个函数的导数
表达式。
不是无限精度：自动微分仍然在浮点数上执行，也仍然会受到条件数与舍入误差影响。
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有限差分：为什么步长不能一味减小？

对单变量平滑函数 𝐹，前向差分 𝐷ℎ𝐹(𝑥) = (𝐹(𝑥 + ℎ) − 𝐹(𝑥))/ℎ。在适当光滑性、函数值尺度
及浮点误差假设下，常有

|𝐷ℎ𝐹(𝑥) − 𝐹 ′(𝑥)| ≲ 𝐶1ℎ + 𝐶2
𝑢
ℎ,

其中 𝑢是机器精度，𝐶1, 𝐶2 由函数与求值过程决定。

−12 −10 −8 −6 −4
−12

−9

−6

−3

log10 ℎ

lo
g 1

0(
误
差

)

合计 截断 舍入 步长较大：泰勒截断误差 𝑂(ℎ)占主导。
步长太小：相近浮点数相减后的误差可
能被 1/ℎ放大。

折中：平衡两项可取 ℎ ≍ √𝐶2𝑢/𝐶1；
常数可比时 ℎ ≍ √𝑢。

图仅示意：取 𝑢 = 10−16, 𝐶1 = 𝐶2 = 1；并非每个函数的实际误差曲线都如此。
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计算标量函数的梯度要花多少代价？

考虑含 𝑇 个结点、𝑂(𝑇 )条边的标量计算图，假设每个基本操作及其局部求导的代价为常数。

前向模式：传播输入方向
𝑝 ⟶ 𝐽𝐹 (𝑥)𝑝

一个指定方向：𝑂(𝑇 )时间。
求 𝑛个偏导数：通常做 𝑛次，𝑂(𝑛𝑇 )时间。

反向模式：传播输出敏感度
1 ⟼ 𝐽𝐹 (𝑥)⊤1 = ∇𝐹(𝑥)

一次前向求值、一次反向扫描，𝑂(𝑇 )时间得
到全部 𝑛个偏导数。

典型情形：目标 𝐿(𝜃) ∈ ℝ，而参数 𝜃 ∈ ℝ𝑛 很多；逐坐标有限差分一般也要约 𝑛次额外函数
求值。
时间与空间：反向模式通常保存中间结果，存储可达 𝑂(𝑇 )；前向模式在一些图上更容易流
式计算。对大型矩阵等复合算子，不能不加条件地把每个操作都视为 𝑂(1)。
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自动微分为什么不能替代数值稳定性分析？

回顾 Lecture 1：等价的数学表达式可能对应不同稳定性的计算程序。考虑
𝑠(𝑥) = log(1 + 𝑒𝑥) = 𝑥 + log(1 + 𝑒−𝑥) (𝑥 > 0).

直接计算（𝑥 = 1000）
𝑒𝑥 在通常的双精度浮点数中溢出。
反向传播可能计算 𝑒𝑥 ⋅ (1/(1 + 𝑒𝑥))；浮
点数中变成∞ × 0，得到NaN（非数）。

稳定地重写（𝑥 > 0）
𝑒−𝑥 很小；函数值可稳定求出。
导数同样可稳定计算：

𝑠′(𝑥) = 1 − 𝑒−𝑥

1 + 𝑒−𝑥 ≈ 1.

结论：自动微分正确应用链式法则，却不能替你修复前向程序或局部运算的数值不稳定性。
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如何选择求导方法？还要检查什么？

先根据需要的导数信息与资源，选择传播方向：
1. 少量输入方向：只需要一个或几个 𝐽𝑓(𝑥)𝑝，通常优先考虑前向模式。
2. 标量目标的全部梯度：通常优先考虑反向模式；若内存紧张，需要权衡保存中间结果与重
新计算的代价。

无论选哪种模式，都要再检查：
3. 可微性：绝对值、取最大值、分支等可能在某些点不可微；必须明确所用的导数规则。
4. 数值可靠性：原问题可能病态，具体求导程序也可能不稳定；两种问题都不是 AD自动消
除的。

不能只看输入、输出维数。还要考虑所需的导数信息、可用内存，以及导数是否存在、计算
是否可靠。
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本讲小结：用程序计算导数

1. 局部线性化：𝐽𝑓(𝑥)描述输入小扰动如何改变输出。

2. 链式法则：复合映射的 Jacobian是局部 Jacobian的乘积。
3. 前向模式：计算 𝐽𝑓(𝑥)𝑝，适合少量输入方向。

4. 反向模式：计算 𝐽𝑓(𝑥)⊤𝑤，标量输出时一次反向扫描即可得到完整梯度。

5. 算法与数值：计算图可以复用中间结果、累加分叉处的贡献，也可以对矩阵参数求导；存
储开销与数值稳定性仍须分析。

40秒回顾：求 𝐿 ∶ ℝ105 → ℝ的全部梯度，以及 𝑔 ∶ ℝ2 → ℝ105 的完整 Jacobian，分别优先
用哪种模式？为什么？
下一讲：梯度算得快，为什么迭代仍可能很慢？从二次目标与线性系统出发，我们将学习
梯度下降、Krylov子空间与共轭梯度。
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课堂机动 一个两层计算图如何反向传播？

设 ℎ = 𝜙(𝑊1𝑥)、𝑦 = 𝑊2ℎ、𝐿 = 1
2 ‖𝑦 − 𝑡‖2

2，其中 𝜙逐坐标可微。

̄𝑦 = 𝑦 − 𝑡,
ℎ̄ = 𝑊 ⊤

2 ̄𝑦,
̄𝑧1 = ℎ̄ ⊙ 𝜙′(𝑊1𝑥),

∇𝑊2
𝐿 = ̄𝑦ℎ⊤, ∇𝑊1

𝐿 = ̄𝑧1𝑥⊤,
∇𝑥𝐿 = 𝑊 ⊤

1 ̄𝑧1.

结论：通常所说的反向传播（backpropagation），就是把前面推导的 VJP规则逐层应用
到计算图上。
无需为神经网络另立一套求导理论。

计算方法・Computational Methods | Lecture 10 36/42



课堂机动 省内存：保存还是重新计算？

反向传播某个结点时，往往需要前向计算保存的输入或输出。
回看 Lectures 7–9：幂迭代和同时迭代也会产生一连串中间向量；若对多步迭代程序求导，就
要考虑如何保存它们。

全部保存
反向计算方便，存储中间结果多。
对很长的计算链可能不现实。

检查点（checkpointing）
只保存部分结点，在反向传播前重新计算
缺失的中间值。
用额外计算换取空间。

又一次时间与空间的折中：少存一些，就可能需要多算一些。
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课堂机动 更高阶的导数：Hessian–vector product

若 𝐹 ∶ ℝ𝑛 → ℝ二阶可微，其 Hessian 𝐻𝐹 (𝑥) = ∇2𝐹(𝑥)是 𝑛 × 𝑛矩阵。取一个方向 𝑝 ∈ ℝ𝑛。对
已能计算的梯度函数 𝑔(𝑥) = ∇𝐹(𝑥)再做一次前向模式：

𝐽𝑔(𝑥)𝑝 = ∇2𝐹(𝑥)𝑝.

为什么有用？如果只需 𝐻𝑝，无需构造和存储整个 𝑛 × 𝑛的 Hessian。
例如下一讲的二次函数，𝐹(𝑥) = 1

2 𝑥⊤𝐴𝑥 − 𝑏⊤𝑥（𝐴对称），其 Hessian 𝐻𝐹 = 𝐴，于是
𝐻𝑝 = 𝐴𝑝。

注意：混合前向、反向模式时，必须正确处理中间梯度的导数规则。
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补充 有方向导数，不一定有统一的线性近似

回顾：可微要求存在同一个线性映射 𝐽𝑓(𝑥)，对所有小扰动都成立
𝑓(𝑥 + ℎ) = 𝑓(𝑥) + 𝐽𝑓(𝑥)ℎ + 𝑜(‖ℎ‖2).

仅知道每个方向上存在方向导数，还不足以保证可微。例如 𝑓 ∶ ℝ2 → ℝ定义为

𝑓(𝑥, 𝑦) = {
𝑥3

𝑥2+𝑦2 , (𝑥, 𝑦) ≠ (0, 0),
0, (𝑥, 𝑦) = (0, 0).

在原点沿 (𝑎, 𝑏)的方向导数为 𝑎3/(𝑎2 + 𝑏2)（非零方向），不是方向的线性函数，因此原点不可微。
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补充 有不可微结点时怎么办？

考虑常用逐坐标函数 𝑟(𝑥) = max{0, 𝑥}。

𝑟′(𝑥) = {0, 𝑥 < 0,
1, 𝑥 > 0.

在 𝑥 = 0，这个函数不存在普通意义下的导数。实际计算系统可能为该点约定一个导数值；这样
得到的是所选规则的计算结果，而不是因为原函数突然变得可微。

延伸：某些不可微的优化问题，可以借助广义导数或特殊的优化方法处理，但这些规则不
能与经典链式法则混为一谈。
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补充 隐式求导：有些计算通过解方程定义

设 𝐺(𝑥, 𝜃) = 0定义了 𝑥 = 𝑥(𝜃)。假设相关函数可微，且 𝐽𝑥𝐺在该点可逆。

𝐽𝑥𝐺 d𝑥
d𝜃 + 𝐽𝜃𝐺 = 0, d𝑥

d𝜃 = −(𝐽𝑥𝐺)−1𝐽𝜃𝐺.

例子： 𝐴(𝜃)𝑥(𝜃) = 𝑏(𝜃)，两侧求导得

𝐴 ̇𝑥 = ̇𝑏 − ̇𝐴 𝑥.

计算启示：为了得到导数，可以再解一个线性方程组，而不是把求解器的每一步都展开求
导。
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补充 从链式法则看反向模式的正确性

设每个结点 𝑧𝑖 = 𝜙𝑖(𝑧𝑝1
, … , 𝑧𝑝𝑟

)，最终输出为标量 𝐿。如果 𝑧𝑖 被若干后继结点 𝑧𝑗 使用，链式法
则给出

̄𝑧𝑖 = ∑
𝑗∶ 𝑖→𝑗

(𝜕𝑧𝑗
𝜕𝑧𝑖

)
⊤

̄𝑧𝑗.

这里局部 Jacobian对标量结点退化为导数；对向量结点则是矩阵。

证明方式：按逆拓扑顺序归纳。所有后继的伴随量已经正确计算时，把局部贡献相加就得
到当前结点的伴随量。
这解释了为何一次反向扫描足够。
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